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摘　要　物联网设备中大量未被充分利用的计算资源,正是移动边缘计算所需要的.一种基于设备对设备通信技术和无线充

电技术的边缘卸载框架,可以最大化利用闲置物联网设备的计算资源,提升用户体验.在此基础上,可以建立物联网设备的

D２DＧMEC网络模型.在该模型中,主设备根据当前环境信息和估计的设备状态信息,选择向多个边缘设备卸载不同数量的任

务,并应用无线充电技术提升传输的成功率和计算的稳定性.运用强化学习方法解决任务分配和资源分配的联合优化问题,也

就是最小化计算延迟、能量消耗和任务丢弃损失,最大化边缘设备利用率和任务卸载比例的优化问题.除此之外,为了适应状

态空间更大的情况,提高学习速度,提出了一种基于深度强化学习的卸载方案.基于以上理论和模型,使用数学推导计算出了

D２DＧMEC系统的最优解及性能上限.仿真实验证明了 D２DＧMEC卸载模型及其卸载策略的综合性能更好,更能充分利用物联

网设备的计算资源.
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andWirelessChargingTechnology
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Abstract　AlargeamountofunderutilizedcomputingresourcesinIoTdevicesiswhatmobileedgecomputingrequires．Anedge
offloadingframeworkbasedondeviceＧtoＧdevicecommunicationtechnologyandwirelesschargingtechnologycanmaximizetheutiＧ
lizationofcomputingresourcesofidleIoTdevicesandimproveuserexperience．TheD２DＧMECnetworkmodelofIoTdevicescan
beestablishedonthisbasis．Inthismodel,thedevicechoosestooffloadmultipletaskstomultipleedgedevicesaccordingtothe
currentenvironmentinformationandtheestimateddevicestate．Itapplieswirelesschargingtechnologytoincreasethesuccess
rateoftransmissionandcomputationstability．Thereinforcementlearningmethodisusedtosolvethejointoptimizationallocation

problem,whichaimstominimizethecomputationdelay,energyconsumption,andtaskdroppinglossaswellasmaximizetheutiliＧ
zationofedgedevicesandtheproportionoftaskoffloading．Inaddition,toadapttolargerstatespaceandimprovelearningspeed,

anoffloadingschemebasedondeepreinforcementlearningisproposed．Basedontheabovetheoryandmodel,theoptimalsolution
andupperlimitofperformanceoftheD２DＧMECsystemarecalculatedbymathematicalderivation．Simulationresultsshowthat
theD２DＧMECoffloadingmodelanditsoffloadingstrategyhavebetterallＧaroundperformanceandcanmakefulluseofthecomＧ

putingresourcesofIoTdevices．
Keywords　Mobileedgecomputing,DeviceＧtoＧdevice(D２D),Reinforcementlearning,Internetofthings(IoT),ComputationoffＧ
loading,Wirelessenergytransmission

　

１　引言

随着第五代移动通信技术(５G)和人工智能技术的飞速

发展,大量新颖的应用程序和网络服务不断涌现,改变了我们

的日常生活.但是由于智能移动设备的计算资源及计算能力

有限,其往往难以处理计算密集型和时间敏感型任务[１].为

了解决这样的问题,有学者基于计算卸载技术提出了移动云

计算(MobileCloudComputing,MCC)的计算模型,设备用户



可以将任务传输到具有强大计算能力的远端云服务器进行计

算,从而突破计算能力限制和存储限制,延长设备电池寿命.

但是,移动云计算同样面临着时延风险未知和传输距离远等

问题.

相比之下,移动边缘计算系统(MobileEdgeComputing,

MEC)在网络节点(即基站)部署 MEC服务器,使得移动设备

能够将难以处理的任务卸载到 MEC服务器上,从而节省时

间和能源.相比移动云计算,移动边缘计算能够更快、更高效

地为移动终端提供计算服务,同时缓解核心网络的压力.

移动边缘计算尽管可以提升计算效果,但仍面临着资源

受限和卸载选择单一等问题.随着物联网设备间通信技术的

日益成熟,设备对设备的移动边缘计算模型(D２DＧMEC)应运

而生.这种模型允许移动设备将计算任务卸载到其他移动设

备或 MEC 服 务 器,拥 有 本 地 处 理、空 闲 用 户 设 备 (User

Equipment,UE)辅助处理和 MEC辅助处理这３种模式.相

比之下,D２DＧMEC系统丰富了用户选择,优化了计算决策,

进一步降低了系统的延迟和能源的消耗.

但是 D２DＧMEC模型还面临着许多挑战:

(１)续航能力受限.许多物联网设备属于移动充电设备,

其电池大小受到硬件成本和尺寸的约束,电量有限,随时面临

着计算能力下降乃至计算程序终止的风险.同时,处于移动

状态中的设备无法长期充电.因此,主设备的续航能力成为

了限制卸载效果的重要因素.

无线电能传输技术的出现,为解决移动状态设备充电问

题提供了思路.磁耦合谐振机构和双向 DCＧDC核心拓扑电

路可以实现设备间双向无线充电技术,突破固定充电桩传统

拔插式充电方式的限制,最大程度实现现有移动设备电量的

最优分配,并提高电能利用率.

(２)卸载策略亟待优化.动态环境中,设备的位置、信道

衰弱与干扰及计算资源余量等状态时刻变化,导致主设备任

务分配的决策问题也进一步复杂化.传统的优化方法并不能

解决复杂条件中边缘设备的卸载决策问题.

因此,一些研究考虑运用深度强化学习的方法寻找更优

卸载策略.相 对 于 传 统 优 化 方 法,强 化 学 习 有 ３ 方 面 优

点:１)强化学习模型能更快适应复杂的状态空间;２)智能体

无需了解历史信息;３)强化学习不依赖对环境的精确建模,无

需存储计算大量的模型信息.以上３点加快了模型获取最优

决策的速度.

(３)空闲设备可被利用.随着物联网技术的发展,越来越

多的电子设备智能化,实际环境中将会有更多的空闲智能设

备,若能开发利用其中丰富的计算资源,整个系统的计算潜能

将会大大提高.多数研究中未提及这一点,而本文将着力于

提高空闲设备的利用率.

针对以上挑战,本文研究基于无线电能传输技术的 D２DＧ

MEC移动边缘卸载模型.本文的主要工作如下:

(１)建立 D２DＧMEC传输模型,兼顾计算性能和设备利用

率提出了评估系统性能的优化公式,基于此公式建立优化问

题.为求解该优化问题,基于深度强化学习方法提出了卸载

方案.

(２)通过数学理论推导,证明了在动态环境中 D２DＧMEC

卸载模型最优解存在.

(３)进行实验仿真,实验结果显示,与基础方法的卸载策

略相比,D２DＧMEC卸载策略既保证了较低的延迟和能耗,又

提高了设备的利用率.

２　相关研究

在有关 D２DＧMEC的研究中,Ko等[２]提出了一种分布式

D２D卸载系统,任务所有者可以广播卸载请求及完成要求,

附近的移动设备以分布式方式决定是否接受卸载.Li等[３]

针对具有能量收集(EnergyHarvesting,EH)功能的 MEC系

统从环境中收集能量不稳定,以及通信延迟和无线信道衰弱

与干扰问题,建立 D２D辅助 MEC计算分流模型,并提出了一

种基于Lyapunov优化的动态计算分流(LyapunovOptimizaＧ

tionＧBasedDynamicComputationOffloading,LODCO)低复杂

度在线算法[４]以解决成本最小化问题.Pu等[５]提出了新型

的D２DFogging算法,利用Lyapunov在线任务卸载算法构建

出高效的任务调动策略,在考虑到防止过度开发及搭便车行

为对用户合作的激励损失约束下,最小化了平均时间能源消

耗.D２DＧMEC系统的结构较为多样,本文采用一种全新的

MEC辅助 D２D计算分流模型,意为优先向附近的移动设备

进行卸载,由附近的基站辅助完成其余的卸载任务,这样可以

充分利用空闲设备的计算资源.Fang等[６]研究了基于 D２D
辅助的 MEC网络下的任务卸载问题,利用博弈论,通过优化

各个用户的卸载决策,最终实现全网用户累积时延的最小化.

在关于深度学习与强化学习在 MEC系统中的应用的研

究中,Qiao等[７]将预期的系统运行成本和所需的任务执行时

间建模为受约束的马尔可夫决策过程,利用强化学习框架来

获得最佳决策.Li等[８]将 MDP问题分解为显式成本最小化

问题和长期成本最小化问题,采用基于神经网络逼近的强化

学习算法进行求解.Huang等[９]提出了一种基于深度强化

学习的方法来解决 MEC的任务分配和资源分配问题,仿真

结果表明所提出的基于深度 Q 学习的算法可以达到最优的

性能.Liang等[１０]将类似的模型应用于一个飞行移动边缘计

算平台,提出了深度强化学习的轨迹控制算法,并应用了体验

重放技术.Min等[１１]根据设备当前电量和到每个 MEC服务

器的无线电传输原速率及预测速率,选择边缘卸载设备.仿

真结果表明,与原卸载方案相比,所提出的 RL卸载方案降低

了能耗、计算延迟和任务丢失率.针对无线衰落环境中的

MEC系统,Liang等[１２]建立了一个遵循二进制任务卸载策

略,基于深度强化学习在线卸载(DeepReinforcementOnline

Offloading,DROO)框架,解决了计算复杂度高及需要大量迭

代的问题.Kang等[１３]基于 DNN 算法神经网络层的粒度在

移动设备和数据中心之间的自动化分计算,优化了云处理的

移动能耗与延迟,数据吞吐量得到提高.Wang等[１４]针对任

务调度分配问题,提出了一种基于 DRL 的任务卸载算法对

任务进行合理的划分并制定相应的任务卸载策略.

除此之外,还有其他的计算卸载方法.比如,Liang等[１５]

考虑到动态 MEC设备卸载任务时的大规模与长时间数据训

练,提出了基于元学习的计算卸载(MetaＧlearningＧbasedComＧ

putationOffloading,MELO)算法,从历史 MEC 任务场景中

４３２ ComputerScience 计算机科学 Vol．５０,No．８,Aug．２０２３



进行微调,得到适应新任务场景的 MEC.Deng等[１６]建立了

基于 MEC网络的多目标任务卸载问题,考虑了 MD的移动

性和任务间的顺序依赖关系;然后,分析应用和 MD相关信

息,设计 MDP模型,并提出了基于 DQN 的多目标任务卸载

算法 MTOAＧDQN来同时优化所关注的两个目标.针对移

动用户的不同请求在云雾资源节点上的分配问题,Liu等[１７]

提出了基于云雾协作的任务分配算法;Cheng等[１８]设计了一

种基于 MEC 的车联网模型架构,构建了卸载决策机制,并在

此基础上提出了 KMGA算法对多目标问题进行优化.

在性能估计方面,Dinh等[１９]考虑了固定和弹性 CPU 频

率两种情况,分别使用线性、半定松弛的方法和基于穷举搜索

与SDR的方法,对从单个移动设备卸载到多个边缘移动设备

的框架进行优化,证明了移动设备的CPU范围会对任务分配

产生影响.

在有关双向无线功率传输(BidirectionalWirelessPower
Transfer,BWPT)的研究中,Zhao等[２０]提出了一种用于 BWＧ
PT系统的数字相位同步法,在没有物理接触的情况下共享

相位信息.实验结果表明,该系统可以在２ms内快速切换功

率传输方向,效率高达９６．８４％,且不易受参数扰动影响,为
移动状态下设备与设备间充电提供参数支持.本文中的实验

参数以此为基础.

基于上述研究工作可以发现,在一般的 MEC系统中有

大量使用深度强化学习模型的研究,而在引入 D２D 辅助的

MEC系统的研究中则较少使用到深度强化学习方法,并且多

数的 D２DＧMEC模型并没有考虑到设备耗电与充电的问题.

此外,关于 D２DＧMEC在动态环境下的卸载选择与卸载能力

上限的理论研究也很缺乏.因此,本文先通过数学推导对不

同环境状态下的运行状态和性能进行分析,再尝试将强化学

习中的 Q学习与 DQN 算法应用于 D２DＧMEC卸载决策中,

并引入无线充电模块,对不同卸载框架下的卸载性能进行全

面评估.

３　系统模型和优化问题

本文研究包含多个IoT设备和一个基站的 D２DＧMEC网

络,如图１所示.

图１　D２DＧMEC网络模型

Fig．１　ConnectionnetworkmodelofDeviceＧtoＧDeviceand

MECserver

图１中模型包含了一个无线网络覆盖区域内的所有移动

设备(包括主设备与边缘设备),以及在此区域之外的一个基

站.该模型可以模拟表示当前一些常见物联网场景,例如一

间正在进行清扫的房屋,扫地机器人为主设备,其他家电作为

边缘设备,局域网外稍远的屋顶处有一基站.将有无线充电

需求和协助计算需求的设备称为主设备I;其余设备称为边

缘设备,记作Ii(i∈{１,２,,M}).

如图１所示,主设备I可以与其他设备建立无线连接,也
可与基站通过蜂窝网络无线连接,这两种连接可以同时存在.

但是,仅当处于空闲状态的边缘设备Ii 电量充足(大于等于

８０％),且与主设备I之间的距离小于d 时,主设备与I才可

与之连接;而I在任何条件下都可以与基站连接.

将连续时间划分为相同长度的小时间段,并将其称为时

隙,记作t(k)(k∈{１,２,}).在时隙t(k)内,主设备I产生的

数据量为C(k)(字节)的计算任务.本文主要研究延迟敏感型

任务,因此假设每个时隙产生的任务必须在该时隙处理完后,

否则任务失败.主设备I会将任务分成相互独立的n 份,每
份任务的数据量为C(k)/n.对于每一份任务,主设备I都有３
种选择:１)在本地计算它;２)将其卸载至邻近的某个移动设备

Ii 进行计算;３)将其卸载至基站进行处理.

时隙t(k)内I与Ii 的连接状态用[B(k)
i ,c(k)

i ]表示,其中,

B(k)
i 是I和Ii 之间的上行无线传输速率,c(k)

i 为I 与Ii 产生

连续连接的时长,主设备I可根据c(k)
i 预测下一时隙的连接

状态.c(k)
i 可表示为:

c(k)
i ＝

c′(k)
i ＋１, c(k)

i ＝１

０, c(k)
i ＝０{ (１)

其中,c′(k)表示当前时刻I与Ii 间是否产生连接.

c′(k)
i ＝

１, 时刻I和Ii 间有连接

０, 其他{ (２)

主设备I在时隙t(k)的卸载选择用a(k)＝[x(k)
１ ,x(k)

２ ,,

x(k)
M ,y(k)]表示,其中x(k)

１ ,x(k)
２ ,,x(k)

M 分别表示I向边缘设备

Ii 卸载的任务比例,y(k)表示I向基站卸载的任务比例,满足

x(k)
１ ＋＋x(k)

M ＋y(k)≤１.

３．１　本地计算

主设备I在t(k)需要处理的任务量为(１－∑
M

１
x(k)－y(k))

C(k)字节.N 为I处理每个字节任务所需要的 CPU 周期数,

若fm 为周期m 对应的CPU时钟频率,则本地计算时间为:

T(k)
l ＝ ∑

(１－∑
M

１
x(k)－y(k))C(k)N

m＝１

１
fm

(３)

本地计算耗能为:

E(k)
l ＝ ∑

(１－∑
M

１
x(k)－y(k))C(k)N

m＝１
ζ(fm)２ (４)

其中,ζ是芯片的有效电容系数,它取决于芯片结构.

３．２　边缘计算

卸载计算的时延由３部分构成:主设备向基站或边缘设

备传输任务的时间、基站或边缘设备处理任务的时间,以及基

站或边缘设备将结果传回主设备的时间.三者中,将结果回

传的时间很短,可以忽略不计.若主设备将任务卸载到基站,

基站的计算速度很快,其处理任务的时间也可以不计.设

B(k)是时隙t(k)内主设备I与基站之间的上行无线传输速率,

则主设备向基站传输任务的时间T(k)
e 为:

T(k)
e ＝y(k)C(k)

B(k) (５)

５３２张乃心,等:基于深度强化学习和无线充电技术的 D２DＧMEC网络边缘卸载框架



因此,时隙t(k)内任务处理过程的时延T(k)为:

T(k)＝max{T(k)
l ,T(k)

di
,T(k)

e } (６)

设卸载过程中I的传输功率为P,则由I向基站进行卸

载时消耗的能量为:

E(k)
e ＝T(k)

e P (７)

由I向Ii 进行卸载时消耗的能量为:

E(k)
di ＝T(k)

diP (８)

综上,时隙t(k)内主设备I的总能量消耗为本地处理与卸

载传输消耗的能量之和,计算公式为:

E(k)＝E(k)
l ＋∑

M

i＝１
E(k)

di ＋E(k)
e (９)

３．３　无线充电

主设备I配有可以无线充电的电池,能储存能量,也能通

过无线充电的方式从附近的边缘设备Ii 获取能量.I利用电

池中的电量进行本地计算和边缘卸载.b(k)是t(k)时 的 电

量,则:

b(k＋１)＝max{０,b(k)－E(k)＋ρ
(k)} (１０)

其中,ρ
(k)表示t(k)是边缘设备向主设备I所充电量的总和.

ρ
(k)＝∑

M

i＝１
ρ

(k)
i (１１)

ρ
(k)
i 表示主设备I从边缘设备Ii 处获得的电量,它的计

算公式为ρ
(k)
i ＝υη

(k)(d(k)
i )－τGi.其中,υ∈(０,１)表示能量转

换效率,η
(k)表示能量传输功率,d(k)

i 表示t(k)时隙内I到Ii 的

距离,τ≥２表示路径衰减指数.一个时间段内边缘设备能够

向主设备传输的电量用G表示.I可对ρ
(k)进行估计,估计的

误差为:

δ(k)＝ρ
(k)－ρ

∧(k)~ξU(－１,１) (１２)

这表示δ(k)遵循最大值为ξ的均匀分布.

若b(k)＝０,则说明电量耗尽,会导致当前时隙的全部任

务丢失.因此,维持主设备的电量充足是 D２DＧMEC网络的

关键一环.

３．４　优化问题

本节建立衡量卸载效果的优化公式.对于执行时间敏感

型任务的移动设备(如体感游戏的计算设备、动态规划路线的

扫地机器人),执行任务的时延与设备的工作效果高度相关;

而移动设备的能量储备通常较少,因此需要密切关注执行任

务消耗的能量与当前电量(本文也正是因此将无线充电技术

引入边缘卸载过程,若移动设备可以通过无线充电的方式保

证续航,则可进一步缩小电池体积,提升设备的灵活性和计算

能力).这样的设备通常对连接稳定性的要求也很高,因此需

考虑传输过程中的丢包率D.当这样的设备周围有大量空闲

计算资源可利用(如有联网能力的家电)时,为了提高对空闲

计算资源的利用率,需将主设备向边缘设备及基站卸载任务

的比例F 和边缘设备利用率U 设置为优化问题中的两个

指标.

因此综合来看,本文从以下５个方面来衡量卸载效果的

好坏:时延T、能量消耗E、主设备向边缘设备及基站卸载任

务的比例F、边缘设备利用率U,以及丢包率 D.其中,T 与

E 的计算公式前文已经给出.F(k)指的是时隙t(k)内主设备

向边缘设备及基站卸载的任务在总任务中的比例,计算公

式为:

F(k)＝∑
M

１
x(k)＋y(k) (１３)

类似地,边缘设备利用率U(k)是时隙t(k)内接受卸载任务

的边缘设备数量占所有边缘设备数量的比例:

U(k)＝
∑
M

１
I(x(k)

i ≠０)

M
(１４)

其中,I为示性函数.若时隙t(k)内边缘设备Ii 接受主设备的

卸载任务,辅助主设备进行计算,则I(x(k)
i ≠０)＝１,否则I

(x(k)
i ≠０)＝０.因此,∑

M

１
I(x(k)

i ≠０)为时隙t(k)内接受卸载任

务的边缘设备数量.边缘设备利用率U(k)为参与资源分配的

设备数量在所有边缘设备中的比例.

卸载计算过程中,有两种情况会导致丢包:１)主设备电量

不足,这会导致全部任务的丢失;２)主设备将部分任务卸载到

未连接的边缘设备,这会导致向该设备卸载的这部分任务丢

失.因此D 的计算公式为:

D(k)＝maxI(b(k)＝０),∑I(C(k)
i ＝０)I(x(k)

i ≠０)
n( ) (１５)

为这５项指标填上正数权重qi(i＝１,２,３,４,５),得到表

示卸载效果的优化公式:

r(k)＝－q１E(k)－q２T(k)＋q３F(k)＋q４U(k)＋q５D(k)(qi≥０)

(１６)

求解该优化问题,相当于在保证计算内容完整的基础上

寻求低时延、低能耗且充分利用边缘设备的计算资源的卸载

策略.

优化问题的可行域为主设备的动作空间 A＝{a(k)＝
[x(k)

１ ,,x(k)
M ,y(k)]|x(k)

１ ＋＋x(k)
M ＋y(k)≤１}.A 中的元素

为动作向量a(k)＝[x(k)
１ ,,x(k)

M ,y(k)],x(k)
１ ,,x(k)

M 分别表示

I向边缘设备Ii 卸载的任务比例,y(k)表示I向基站卸载的任

务比例.任意的动作向量a(k)满足约束x(k)
１ ＋  ＋x(k)

M ＋

y(k)≤１,这是因为卸载的任务比例不可能超过百分之百.例

如,若a(k)＝[１,０,,０],则表示主设备I选择将所有任务卸

载到边缘设备Ii.

模型中涉及的主要符号及含义如表１所列.

表１　主要符号及其含义

Table１　Mainnotationsandtheirdescriptions

符号 含义

M 边缘设备数

C 主设备产生任务数据量

n 任务分成的份数

Bi I与Ii 之间的上行无线传输速率

B I与基站之间的上行无线传输速率

c(k)
i t(k)结束前I和Ii 连续连接的时长

xi I向Ii 卸载的任务比例

y I向基站卸载的任务比例

N 处理每字节输入任务所需的 CPU周期数

f CPU时钟频率

ζ 有效电容系数

P 主设备传输功率

b 主设备电量

ρ 主设备获取的电量

η 边缘设备传输功率

E 能量消耗

T 时延

F 主设备向边缘设备卸载任务比例

U 边缘设备利用率

D 丢包率

r 卸载效果
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４　算法设计

４．１　马尔可夫模型

计算卸载的过程可以被看作一个马尔可夫过程.标准的

马尔可夫决策过程(MarkovDecisionProcess,MDP)包含以

下５个元素:离散有界的状态空间P、离散的动作空间S、状

态转移概率函数P、回报函数r,以及折扣因子γ.MDP的目

标是找到一个策略,使得回报函数r的长期累计值的数学期

望最大.

状态空间S包含了时隙t(k)时的状态向量s(k)＝[B(k－１),

B(k－１)
１ ,,B(k－１)

M ,c(k－１)
１ ,,c(k－１)

M ,b(k－１),ρ
(k)],其中 B(k－１),

B(k－１)
１ ,,B(k－１)

M ,c(k－１)
１ ,,c(k)

M ,b(k)可由主设备对环境状态

和自身状态的观察得到,ρ
(k)可根据式(１１)估计得到.动作空

间A 中的元素为动作a(k)＝[x(k)
１ ,x(k)

２ ,,x(k)
M ,y(k)].主设备

每次依策略执行结束都会得到一个即时的回报,回报函数r
由当前状态和选取的动作决定,采用模型中的优化公式(１６).

４．２　基于Q学习的计算卸载策略

Q学习[２１Ｇ２２]基于马尔可夫决策过程,是一种与模型无关

的强化学习算法.智能体学习从环境到行为的映射,使得奖

励信号函数值最大.Q学习每次通过选择结果更新奖励信号

Q(s,a),使得它是对状态动作价值函数Q∗(s,a)的近似.所

有状态和动作对应的奖励信号存储在一个叫做 QＧtable的表

格中.

传统优化方法每次工作需要输入最新环境信息,然后重

新计算最优策略.而 Q学习每次与环境交互后,只需更新 QＧ

table中对应本次交互的一个奖励信号的值.因此,相比于传

统的优化方法,Q学习的计算速度更快,且能更好地应用于不

断变化的环境.

εＧ贪心策略(０＜ε≤１)指的是以某个较大的概率选取最

优的动作a∗ ,并以很小的概率从全部动作中随机选取进行探

索的一种决策方式.它可以被应用于强化学习的训练过程

中,以防止网络收敛到局部极小值点.

基于上节的 MDP模型,构建基于 Q学习的 D２D卸载算

法 D２DＧQ.算法的伪代码如算法１所示.

算法１　D２DＧQ卸载算法

１．初始化s(０),C,f,M,N,qi(i＝１,２,３,４,５);

２．通过迁移学习初始化 Q(S,A)的值;

３．fork＝１,２,,do

４．　依式(１１)估计ρ
(k);

５．　观察B,B(k－１)
１ ,,B(k－１)

M ,c(k－１)
１ ,,c(k－１)

M ,b(k);

６．　s(k)＝[B,B(k－１)
１ ,,B(k－１)

M ,c(k－１)
１ ,,c(k－１)

M ,b(k),ρ
(k)];

７．　　选择a(k)＝[x(k)
１ ,x(k)

２ ,,x(k)
M ,y(k)];

８．　分别向Ii卸载数据量为x(k)
i C的数据,向 MEC服务器卸载数据

量为y(k)C的数据;

９．　在整个时隙内,从符合无线充电条件的边缘设备Ii处持续获取

能量;

１０．依式(１６)计算回报函数r;

１１．依式(１７)更新奖励信号 Q(s,a)．

首先,初始化模型参数及环境信息,并通过转移学习初始

化Q(S,A).Q(S,A)是一个表,记录着每一个“状态Ｇ动作对”

的价值.这个表格称为 Q 表(QＧtable),表中的每一项Q(S,

A)表示主设备在状态s下选择动作a的价值.

在每个时隙t(k)内,主设备I首先得到状态向量s(k)(如

４．１节所述),再根据s(k)和εＧ贪心算法(０＜ε≤１)从动作空间

A 中选择一个动作a(k)＝[x(k)
１ ,x(k)

２ ,,x(k)
M ,y(k)].任务完成

卸载后,主设备I会计算r(k),并将其用于更新Q(s,a),更新

公式如下:

Q(s(k),a(k))←(１－α)Q(s(k),a(k))＋α(r(k)＋
γmax

a′∈A
　Q(s(k＋１),a′)) (１７)

其中,max
a′∈A

　Q(s(k＋１),a′)表示递归地得到下一状态s(t＋１)所对

应的最优策略的Q值,即之后状态的Q 值会对之前状态的Q
值产生影响.折扣因子γ∈[０,１]为算法注重长远利益的程

度.γ＝０时,算法只关注当前获得的奖励;γ＝１时,算法只关

注后续的奖励.α∈(０,１)为学习率,学习率越大,回报函数值

r对Q(s,a)的修正影响越大.

算法１的时间复杂度与状态空间的大小有关,为 O(MM )
(M 为边缘设备的数量).空间复杂度与 QＧtable的大小有

关,为 O(M２M ).因 此,算 法 １ 仅 适 用 于 边 缘 设 备 较 少 的

情况.

４．３　基于DQN的计算卸载策略

本节用 DQN算法代替 Q 学习来训练模型,从而提出了

D２DＧDQN卸载方案.

DQN算法使用深度神经网络来代替 QＧtable,这使得该

算法可以适应更大的状态空间.该神经网络的参数设为θ.

为了给该神经网络提供训练集,引入经验回放(Experience
Replay)机制.设置一个经验池(MemoryPool)来储存训练所

需的信息,训练时随机从中取出一部分.

此外,网络更新与强化学习同时进行,这使得每次估计的

Q值与目标 Q值产生自同一个神经网络,二者具有一定的相

关性,所以并不能很好地起到更新网络的效果.为了解决这

个问题,设置两个结构和初始参数完全一样但后续参数不同

的深度神经网络,称为 MainNetQ 和 TargetNetQ
－.Main

NetQ用于在强化学习中估计“状态Ｇ动作对”的 Q值,始终采

用的是最新的参数.而TargetNetQ
－

中的参数是一段时间以

前的参数,用于在神经网络训练中借助式(１７)估计目标Q值,

并根据损失函数更新神经网络的参数θ.每隔一段时间,

MainNetQ将参数θ复制给 TargetNetQ
－

的参数θ
－,这样可

以在保证估计准确性的同时尽量减小两个网络的相关性.

图２给出了 DQN对 D２DＧMEC模型的具体的训练过程.

首先,初始化环境变量,初始化两个网络Q 和Q
－

以及经验池

D.主设备在每个时隙之初进行决策,时隙结束后更新参数.

决策时,MainNetQ 从环境获取s(k),得到Q(s(k),a;θ(k)),这
是状态s关于所有动作a的 Q值函数.主设备依εＧ贪婪策略

选取动作a.卸载完成后,主设备I计算r(k).再将这一步的

状态、选择、回报及结果(下一步状态)作为经验池 D的一个

元素(s(k),a(k),r(k),s(k＋１))存入.

神经网络的训练采用随机小批量梯度下降的方式.首先

从经 验 池 D 中 随 机 取 出 一 小 批 训 练 经 验 (s(k),a(k),r(k),

s(k＋１)),利用 TargetNetQ
－

和卸载所得r(k)估计目标 Q 值
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Q∗ .估计公式为:

Q∗ (s(k),a(k))＝(１－α)Q
－(s(k),a(k),θ

－)＋α(r(k)＋

γmax
a′∈A

　Q
－(s(k＋１),s′,θ

－) (１８)

并依据均方误差损失函数进行梯度下降,更新参数θ.

损失函数为:

L(θ(k))＝Es(k),a(k),r(k),s(k＋１)[(Q∗ －Q(s(k),a(k),θ(k))２] (１９)

每一幕结束后,将Q的参数全部复制给Q
－,再进行新一幕

的训练.

图２　DQN计算卸载过程

Fig．２　DeepQＧnetworkcomputingoffloadingprocess

相比于 Q学习,DQN更适合 D２D模型.DQN算法的优

点在于具有更快的收敛速度,且在更高维度的训练集与动作

集上表现出色.这是因为 Q学习中使用一个 QＧtable来储存

所有“状态Ｇ动作对”对应的 Q值;而 DQN中将其更换成了深

度神经网络拟合的函数,因此可应用于连续而非离散的状态

空间和动作空间.D２D模型的应用场景多为延迟敏感型,因

此采用 DQN算法可以显著优化卸载体验.D２D模型将多粒

度任务卸载到多个边缘设备,环境状态更丰富,拥有更多可选

动作,是高维度空间的模型.此外,DQN 支持任务粒度进一

步细分,从而提升卸载效果.

具体训练过程的伪代码如算法２所示.

算法２　D２DＧDQN卸载算法

１．初始化s(０),C,f,M,N,qi(i＝１,２,３,４,５)和经验池;

２．初始化 Q和 Q
－

的所有参数;

３．forepisode＝１,２,Mdo

４．fort＝１,２,Tdo

５．　 估计ρ
(k);

６．　 观察B,B(k－１)
１ ,,B(k－１)

M ,c(k－１)
１ ,,c(k－１)

M ,b(k);

７．　 s(k)＝[B,B(k－１)
１ ,,B(k－１)

M ,c(k－１)
１ ,,c(k－１)

M ,b(k),ρ
(k)];

８．　 将s(k)输入 Q 的神经网络,得到该状态对应所有动作的 Q 值

Q(s(k),a;θ(k));

９．　 选择a(k)＝[x(k)
１ ,x(k)

２ ,,x(k)
M ,y(k)]∈A;

１０．　分别向Ii卸载数据量为x(k)
i C的数据,向 MEC服务器卸载数据

量为y(k)C的数据;

１１．　在整个时隙内,从符合无线充电条件的边缘设备Ii处获取能量;

１２．　依式(１６)计算回报函数r;

１３．　将四元组(s(k),a(k),r(k),s(k＋１))放入经验池D;

１４．　从D中小批量随机采样batchsize个样本;

１５．　ift＋１＝T,

１６．　　Q∗(s(k),a(k))＝Q
－(s(k),a(k));

１７．　else

１８．　　Q∗(s(k),a(k))＝ (１－α)Q
－(s(k),a(k),θ

－)＋α(R(k)＋

γmax
a′∈A

　Q
－(s(k＋１),a′,θ

－));

１９．　依式(１９)更新θ;

２０．　endfor

２１．Q
－
＝Q;

２２．endfor

算法２的时间和空间复杂度分析如下.设 DQN 中每个

隐含层包含 N 个神经元(输入层和输出层的神经元数小于或

等于 N),隐含层的数量为 D.在一次训练中,算法的主要计

算过程由前向传播、误差计算(反向传播)和权值更新３部分

组成.设每次训练时,从经验池中随机取出的样本量大小为

a,则前向传播的时间复杂度为 O(a(D＋２)N２),误差计算的

时间复杂度为 O(aDN３),权值更新复杂度为 O(aDN(N＋１)).

因此,一次训练中,算法的时间复杂度为 O(a(D＋２)N２＋

aDN３＋DN(N＋１))＝O(aDN３).由于a和D 是常数,可以

忽略,因此算法２最终的时间复杂度为 O(MTN３).算法２
的神经网络中参数数量为 O((N２＋N)(D－１))＝O(N２)(省

略输入层和输出层的参数数量).

５　性能估计

本节分析了普遍场景中的最优卸载策略,可被用作性能

上限指标来评估动态过程中充足时隙下的强化学习卸载方

案.为研究性能上限,不妨假设主设备一直在边缘设备的无

线充电支持下保持着充足的电量,也无需考虑能耗问题.

在动态的物联网环境中,边缘设备的位置及边缘设备与

主设备之间的连接状态等处于不断变化中,下面分别对这两

点进行详细分析.

５．１　动态问题

边缘设备的位置不断变化,会影响边缘设备与主设备的

连接状态,进而影响丢包率.因此,需要分析不同移动状况对

边缘设备卸载策略的影响.

为表述清晰,本节的符号和算式中省略了时间上标k.

假设处于某个特定的状态时,主设备选择a∗ ＝[x∗
１ ,

x∗
２ ,,x∗

n ,y∗ ](x∗
i ,y∗ ∈{l/n},０＜l＜n)作为最优卸载策

略.其中,x∗
i 表示主设备向Ii 卸载的任务比例,y∗ 表示主设

备向 MEC服务器卸载的任务比例.

状态１　假设所有边缘设备静止,则主设备与边缘设备

Ii 的连接状态c′
i 取值恒定,即始终为连接状态或未连接状

态.称系统的这种状态为全静止状态.

那么可以计算全静止状态下的断连丢包率:

I(xi≠０)I(ci＝０)＝
１, ci′＝０且xi≠０

０, 其他{ (２０)

若全静止状态持续足够长的时间,则设备会在学习决策

的过程中减少断联丢包现象的发生,最终断连丢包率会收敛

到０.

状态１的推广:边缘设备不一定静止,但与主设备的连接

状态c′
i 仍恒定.若所有边缘设备均如此,则称为系统的稳定
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连接状态.断连丢包率的计算与状态１完全相同,训练后断

连丢包率仍会收敛到０.

状态２(全随机状态)　边缘设备全部进行两个位置之间

的随机往返运动,且这两个位置上边缘设备与主设备的连接

状态不同.这一状态可以抽象为:设备ci′的状态满足期望为

p 的二项分布b(p),则在全随机状态下,任一时隙的断连丢

包率为:

E[I(xi≠０)I(ci′＝０)]＝p (２１)

由于ci′在下一时隙的状态与上一时隙的状态完全无关,

因此无论主设备做出何种卸载选择,断连丢包率都为p.

由于每个时隙足够短,边缘设备在连接状态改变的一个

极小时间邻域(t(k－j),t(k＋j))内可视作全随机状态,其余时间

为稳定连接状态.因此,只需分析这两种状态的最优策略及

卸载表现.由式(１６)知,二者的卸载效果r只相差断连丢包

率,由上文的计算可知,这个差值就是常数p.因此,只需分

析稳定连接状态,即可将分析结果以完全一致的方法推广到

全随机状态.而稳定连接状态与全静止状态的断连丢包率完

全相等,r值也完全相等,因此只需对全静止状态的 MECＧ

D２D系统进行分析,即可完成对任意状态的分析.

５．２　分配问题

本节的分析建立于 D２DＧMEC系统的全静止状态,最终

结论为:对于延迟敏感型任务,设备与设备间的上行传输速率

[B１,B２,,Bn,B]是决定任务配比a＝[x１,x２,,xn,y]的

关键因素.假设 CPU 时钟频率为f,且恒定,则卸载延迟

T 为:

T＝max CN(１－∑xi－y)
f

,xiC
Bi

,yC
B

,(i＝１,,M){ }
(２２)

其中,C,N,f都是定值.

下面的一系列命题说明了几种不同的上行传输速率对应

的最优卸载策略.

命题１　令V＝ q２Cf
nq２CN＋nf(q３＋q４)

,当B≤V 且∀Bi≤

V 时,xi＝y＝０,即a∗ ＝[０,０,,０,０].

证明:在全静止状态,电量充足的假设下,断连丢包率与

断电丢包率在训练后都可趋于０,因此计算最优性能时,将丢

包率D 置０.同时,因为无需考虑能耗问题,因此能耗E也为

０,则优化公式变为:

r(k)＝－q２T(k)＋q３F(k)＋q４U(k)(qi≥０) (２３)

(１)若xi≠０,由T≥Tdi
,有:

r(x１,x２,,xn,y)≤－q２Tdi＋q３F＋q４U

≤－q２
xiC
V ＋q３＋q４

＝－q２
CNnxi

f －(nxi－１)(q３＋q４)

≤－q２
CN
f ＝r(０,,０,０)

(２)若y≠０,由T≥Te,有:

r(x１,x２,,xn,y)≤－q２Te＋q３F＋q４U

≤－q２
yC
V ＋q３＋q４

＝－q２
CNny
f －(ny－１)(q３＋q４)

≤－q２
CN
f ＝r(０,,０,０)

因此xi＝y＝０.

由证明过程可知,在命题１的条件下,r最终会收敛到

－q２
CN
f

.

命题２　若存在i∗ 使得Bi∗ ≥nf
N

,且B≤f
N

,则∑xi＝１.

证明:(１)若y＝０,由T≥Te,有:

r(x１,x２,,xn,y)≤－q２Te＋q３F＋q４U

≤－q２
yCN
f ＋q３＋q４

＝－q２
nyC
Bi∗ ＋q３＋q４

≤－q２
Cxi∗

Bi∗ ＋q３＋q４

＝r(∑xi＝１)
(２)若y＝０,∑xi≠１,则１－∑xi－y≠０.由T≥Tl,有:

r(x１,x２,,xn,y)≤－q２
(１－∑xi－y)CN

f ＋q３F＋q４U

≤－q２
(１－∑xi－y)nC

Bi∗ ＋q３＋q４

≤－q２
Cxi∗

Bi∗ ＋q３＋q４

＝r(∑xi＝１)

因此∑xi＝１.

由证明过程可知,在命题２的条件下,r最终会收敛到

r(∑xi＝１).

命题３　令W＝ q２Cf
fnq４＋q２CN

,若B≥nf
N

,且∀Bi≤W,则

y＝１,即a∗ ＝[０,０,,０,１].

证明:(１)若y≠１,∃xi≠０,由T≥Tdi
,有:

r(x１,x２,,xn,y)≤－q２Tdi＋q３F＋q４U

≤－q２
xi(fnq４＋q２CN)

f ＋q３＋q４

＝－q２
xiCN
f ＋q３＋(１－nxi)q４

≤－q２
nxiC
B ＋q３

≤－q２
C
B ＋q３

＝r(０,０,,０,１)
(２)若y≠１,∀xi＝０,T≥Tl,有:

r(x１,x２,,xn,y)≤－q２
(１－∑xi－y)CN

f ＋q３F

≤－q２
xi(１－∑xi－y)nC

B ＋q３

≤－q２
C
B ＋q３

＝r(０,０,,０,１)

因此y＝１.

由证明过程可知,在命题３的条件下,r最终会收敛到

－q２
C
B ＋q３.
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命题４　若B≥nf
N

,且∀Bi≥nf
N

,则∑xi＋y＝１.

证明:该命题证明与前几个证明思路相同,可由命题２和

命题３的证明加以修改得到,此处暂不赘述.

６　实验结果与分析

６．１　参数设置

为了验证所提出的 D２DＧMEC模型下的两种计算卸载策

略(以下简称为 D２DＧQ和 D２DＧDQN),在python环境中调用

TensorFlow来评估它们的性能.

将边缘设备的数量设置为 M＝３,主设备每个时隙生成

的计算任务为１２０kb,每处理一位数据需要１００个 CPU 周

期.主设备向每个边缘设备卸载的传输速率Bi 遵从有５个

状态的马尔可夫转移矩阵.例如,B１ 的状态转移矩阵为[４,

５,６,７,１０](Mb/s),B２ 的状态转移矩阵为[３,４,５,６,７](Mb/s).

主设备向基站卸载的传输速率数量B 遵从的转移矩阵为[４,

５,６,７,１０](１０７Mb/s).连接状态ci 为随机生成的１或０.

表２列出了主设备的性能参数.

表２　训练参数

Table２　Trainingparameters

参数 取值

C/kb １２０
n １０
N １００

f/GHz １

参数 取值

υ ０．９
P/W ０．５

η/W ７．５
τ ２

本文选取另外两种卸载方法与本文的两组方法进行比较

分析.其中,D２DＧR[２３]为不包含无线充电的 D２DＧMEC网络,

用 DQN进行训练;RLO[２４]模型不同,它由一个主设备I和３
个基站组成,不包含边缘设备,且同一时隙最多卸载到一个基

站.表３为具体的实验方案对比.

表３　实验方案对比

Table３　Comparisonofexperimentalschemes

序号 实验方案 有无无线充电 算法 模型

１ D２DＧR 无 DQN D２D＋server
２ D２DＧQ 有 QＧlearning D２D＋server
３ D２DＧDQN 有 DQN D２D＋server
４ RLO 有 QＧlearning 只有server

训练过程中,对４组实验分别进行了８０幕,每一幕的步

长为５００的训练.在 D２DＧDRLO 中,DQN 是一个有两个隐

藏层的全连接神经网络.网络采用的参数是learningrate＝

０．００１,rewarddecay＝０．９,greedy＝０．９５.在 D２DＧRLO中,

折扣因子γ＝０．９.在 D２DＧR和 RLO 中,γ＝０．９９.在 D２DＧ

RLO,D２DＧR和 RLO中,将learningrate和greedy的值设置

为随训练过程动态下降.

６．２　训练结果

本小节详细分析了４组方案在相同实验背景下的训练结

果.能量消耗、时延、设备利用率、卸载回报r和训练收敛速

度是评价卸载方法性能的主要指标.影响实验结果的主要因

素为实验方案和任务的产生速度.

６．２．１　能量消耗比较

本次实验比较了不同方案训练过程中能量消耗的变化.

如图３所示,RLO 方案的能量消耗最低,其他３种方案能量

消耗都略高.这是由于 RLO 方案无 D２D系统,只向一个设

备卸载任务,卸载消耗较小.在采用 D２D 系统的方案中,

D２DＧQ方案能量消耗最小,只比 RLO方案高０．００４J/s.

图３　能量消耗

Fig．３　Energyconsumption

６．２．２　时延比较

图４为不同方案训练过程中的时延变化.图中,D２DＧQ
方案与 D２DＧDQN 方案的时延低于另外两种方案,这说明能

够无线充电的 D２DＧMEC系统处理任务的速度更快,有着在

时间敏感型设备上应用的前景.

图４　时间延迟

Fig．４　Latency

６．２．３　设备利用率比较

提高设备利用率和利用边缘设备能源是构建 D２DＧMEC
系统的关键目的.从图５可以看出,D２DＧDQN 和 D２DＧQ 的

设备利用率都达到了０．７左右,显著高于另外两组方案.因

此,D２DＧMEC系统成功地做到了鼓励卸载.D２DＧR 的设备

利用率很低,且在训练过程中持续下降,这是因为 D２DＧR没

有无线充电模块,卸载导致的耗电量增加会提高丢包率,降低

卸载性能.因此,D２DＧR方案不鼓励卸载.

图５　设备利用率

Fig．５　Deviceutilization

６．２．４　卸载回报比较

图６给出了４种方案在训练过程中的卸载回报.D２DＧ

DQN与 D２DＧQ 的回报显著高于其他两组,体现了具有无线

充电的 D２DＧMEC卸载系统的性能优越性.D２DＧDQN 的卸

载回报最高,卸载效果最好.
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图６　卸载奖励

Fig．６　OffＧloadingreward

６．２．５　收敛速度比较

综合图３－图６,D２DＧDQN 卸载策略的收敛时间不到其

他卸载策略的一半.这是由于 DQN 网络中采用神经网络代

替 QＧtable,大大加快了收敛速度.

比较之下,本文提出的两种模型综合性能显著优于其他

两种.其中,D２DＧDQN卸载策略的收敛速度更快,在综合性

能相近的情况下,有着比 D２DＧQ更广泛的应用前景.

６．２．６　任务产生速度比较

图７描述了各组实验在每秒生成任务量从 ８０kb/s到

１６０kb/s变化时训练结果的变化.

(a)能量消耗

(b)时间延迟

(c)卸载奖励

图７　不同任务生成速度下的卸载表现

Fig．７　Unloadingperformanceatdifferenttaskgenerationspeeds

从图７可以看出:

(１)D２DＧDRLO在１２０kb/s时表现突出,甚至能量消耗和

计算延迟远低于任务量更少的时候.

(２)随着任务量的增加,能量消耗和计算延迟本应成比例

增加,但只有 D２DＧR策略有相应的增长幅度,其他３组带有

无线充电模块的实验增长幅度都偏小很多.因此,带有无线

充电模块的模型在每秒钟产生任务量更多时的表现更突出.

结束语　D２D网络下的计算卸载是一种应用场景非常

丰富的卸载方案,而设备间的无线充电技术为该网络的续航

提供了保证.本文提出了一个包含 D２D网络以及无线充电

的移动物联网设备计算卸载模型,来计算最优卸载策略;应用

了两种计算卸载的训练方案,一是利用强化学习的 D２DＧQ方

案,二是利用深度强化学习的 D２DＧDQN 方案.该方案使用

DQN学习,用深度神经网络解决状态空间扩大的问题并加快

收敛速度.本文对该决策框架下的卸载性能进行了全面估

计,即不同的条件范围对应的卸载情况.最后对基于射频信

号的无线功率传输的物联网设备进行了仿真,验证了理论结

果.D２D网络以及无线充电模块的加入,都使计算卸载的性

能得到了显著提高.D２DＧDRLO 方案在卸载性能相近的情

况下,收敛速度更快,卸载率更高,因此优于 D２DＧRLO方案.

我们将在未来的工作中实施上述卸载框架及两种卸载方案,

并通过实验评估其性能.

参 考 文 献

[１] BOYDB,SHILPAT,REZAA,etal．Networksanddevicesfor

the５Gera[J]．IEEECommunicationsMagazine,２０１４,５２(２):

９０Ｇ９６．
[２] KO H,PACK S．Distributed DeviceＧtoＧDeviceOffloadingSysＧ

tem:DesignandPerformanceOptimization[J]．IEEE TransacＧ

tionsonMobileComputing,２０２１,２０(１０):２９４９Ｇ２９６０．
[３] MOLINL,CHENT,ZENGJ,etal．D２DＧAssistedComputation

Offloadingfor MobileEdgeComputingSystemswithEnergy

Harvesting[C]∥２０１９２０thInternationalConferenceonParallel

andDistributedComputing,ApplicationsandTechnologies(PDＧ

CAT)．GoldCoast,QLD,Australia:２０１９:９０Ｇ９５．
[４] MAOY,ZHANGJ,LETAIEFKB．DynamiccomputationoffＧ

loadingformobileＧedgecomputingwithenergyharvestingdeＧ

vices[J]．IEEEJournalonSelectedAreasinCommunications,

２０１６,３４(１２):３５９０Ｇ３６０５．
[５] PUL,CHENX,XUJ,etal．D２DFogging:AnEnergyＧEfficient

andIncentiveＧAwareTaskOffloadingFrameworkviaNetworkＧ

assistedD２DCollaboration[J]．IEEEJournalonSelectedAreas

inCommunications,２０１６,３４(１２):３８８７Ｇ３９０１．
[６] FANG T,YANG Y,CHEN J X．Optimization ofoffloading

strategyunderassisted mobileedgecomputing[J]．Computer

Science,２０２２,４９(S１):６０１Ｇ６０５．
[７] QIAOGH,LENGSP,ZHANGY．OnlineLearningandOptiＧ

mizationforComputationOffloadinginD２D EdgeComputing

andNetworks[J]．MobileNetworks& Applications,２０１９,２７:

１１１１Ｇ１１２２．
[８] GAIBIN L,CHEN M,WEI X,etal．Computation Offloading

WithReinforcementLearninginD２DＧMECNetwork[C]∥２０２０

InternationalWirelessCommunicationsand MobileComputing
(IWCMC)．Limassol,Cyprus,２０２０:６９Ｇ７４．

[９] HUANG L,FENG X,QIAN L,et al．Deep Reinforcement

LearningＧBasedTask Offloadingand Resource Allocationfor

１４２张乃心,等:基于深度强化学习和无线充电技术的 D２DＧMEC网络边缘卸载框架



MobileEdgeComputing[C]∥MachineLearningandIntelligent

Communications(MLICOM)．Cham:Springer,２０１８:３３Ｇ４２．
[１０]LIANG W,WANGK,PANC,etal．DeepReinforcementLearＧ

ningBasedDynamicTrajectoryControlforUAVＧassistedMoＧ

bileEdgeComputing[J]．arXiv:１９１１．０３８８７v２,２０１９．
[１１]MINGHUIM,XIAOL,CHEN Y,etal．LearningＧBasedComＧ

putationOffloadingforIoT Devices WithEnergy Harvesting
[J]．IEEETransactionsonVehicularTechnology,２０１９,６８(２):

１９３０Ｇ１９４１．
[１２]HUANGL,BIS,ZHANGYJA．DeepReinforcementLearning

forOnlineComputationOffloadinginWirelessPoweredMobileＧ

EdgeComputingNetworks[J]．IEEE Transactionson Mobile

Computing,２０２０,１９(１１):２５８１Ｇ２５９３．
[１３]KANLPG,HAUSWALDJ,GAOC,etal．CollaborativeIntelＧ

ligenceBetweentheCloudand MobileEdge[J]．Acm Sigplan

NoticesA MonthlyPublicationoftheSpecialInterestGroupon

ProgrammingLanguages,２０１７,４５(１):６１５Ｇ６２９．
[１４]WANGZC,HUAJW,ZHUJQ,etal．Vehicletaskoffloading

basedondeepreinforcementlearningforparkingcooperation
[J]．SmallMicrocomputerSystem,２０２３,４４(３):６５８Ｇ６６４．

[１５]LIANG H,ZHANG L,YANG S,etal．MetaＧLearning Based

DynamicComputationTaskOffloadingforMobileEdgeCompuＧ

ting Networks[J]．IEEE Communications Letters,２０２１,

２５(５):１５６８Ｇ１５７２．
[１６]DENGSQ,YEXG．MultiＧobjectivetaskoffloadingalgorithm

basedondeep Q network[J]．Computer Application,２０２２,

４２(６):１６６８Ｇ１６７４．
[１７]LIUPF,MAOYC,WANGBL．Taskallocationmethodbased

oncloudＧfogcollaboration model[J]．Computer Application,

２０１９,３９(１):８Ｇ１４．
[１８]CHENGP,ZHANGWZ,XIESH,etal．ResearchonmultiＧobＧ

jectivebalancedtaskoffloadingmethodforedgecomputingof

InternetofVehicles[J]．SmallMicrocomputerSystem,２０２２,

４３(９):１９９２Ｇ１９９７．

[１９]DINHQ,TANGJ,LAQ,etal．OffloadinginMobileEdgeComＧ

puting:Task AllocationandComputationalFrequencyScaling
[J]．IEEETransactionsonCommunications,２０１７,６５(８):３５７１Ｇ

３５８４．
[２０]ZHAOS,LIY,WU D,etal．CurrentＧDecompositionＧBasedDiＧ

gitalPhaseSynchronization MethodforBWPT System[J]．

IEEETransactionsonPowerElectronics,２０２１,３６(１１):１２１８３Ｇ

１２１８８．
[２１]WATKINSC．Learningfromdelayedrewards[D]．Cambridge:

King’sCollegeofUniversityofCambridge,１９８９．
[２２]CHRISTOPHERJ,PETER D．QＧlearning [J]．MachineLearＧ

ning,１９９２,８(３/４):２７９Ｇ２９２．
[２３]XIAOL,LIY,HUANGX,etal．CloudＧbasedmalwaredetection

gameformobiledeviceswithoffloading[J]．IEEETransMobile

Computing,２０１７,１６(１０):２７４２Ｇ２７５０．
[２４]LIJ,GAOH,LVT．DeepreinforcementlearningbasedcompuＧ

tationoffloadingandresourceallocationforMEC[C]∥IEEE

WirelessCommunicationandNetworkingConf(WCNC)．２０１８:

１Ｇ６．

ZHANG Naixin,bornin２０００,master
candidate．Hermainresearchinterests
includemobileedgecomputingandmaＧ
chinelearning．

WUHuaming,bornin１９８６,Ph．D,assoＧ
ciateprofessor,Ph．D supervisor,isa
memberofChinaComputerFederation．
HismainresearchinterestsincludeInＧ
ternetofthings(IoT),mobileedgecomＧ

putingandcloudcomputing．

(责任编辑:柯颖)

２４２ ComputerScience 计算机科学 Vol．５０,No．８,Aug．２０２３


